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基于增量学习的高光谱图像目标检测
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  摘 要:高光谱图像目标检测是高光谱图像分析中的重要研究内容之一。本文从经典有效的约束能量最小化

算法出发,提出了一种基于增量学习的高光谱目标检测方法。当获得新的样本时,不需要重新计算所有样本的自

相关矩阵即可对检测器模型进行更新,减轻了星上有限计算资源的负担。实验结果表明:本文提出的目标检测算

法在压制背景光谱的同时可以更好地适应目标光谱,提高了算法的检测性能。
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0 引言
高光谱图像在获得物体空间信息的同时,也包

含了丰富的光谱信息,其每个位置的像素都包含一

条近似连续的光谱曲线[1]。相比于普通遥感图像,
高光谱图像的空间分辨率较低,但光谱分辨率很高,
因此可以利用物体的光谱特性进行区分。高光谱图

像的目标检测可以应用于很多领域,包括军事侦查、
资源探测、植被分析等[2]。

高光谱图像目标检测按照目标光谱是否可知可

分为目标检测和异常检测。基于先验光谱信息的目

标检测本质上可视为一个二元分类器(目标-背景)。

常见的高光谱目标检测算法包括光谱角度匹配

法[3-4](spectralanglemapping,SAM)、自适应一致

估计法[5-6](adaptivecoherenceestimator,ACE)、
正交子空间投影法[7](orthogonalsubspaceprojec-
tion,OSP)、约束能量最小化算法[8-10](CEM)稀疏

表达法[11-12]和基于变分的检测方法等[13]。其中

CEM 利用特定的约束条件设计一个有限脉冲响应

滤波器(FIR),增强目标光谱,抑制背景光谱。与其

他目标检测方法相比,CEM只需要知道目标的光谱

先验而不需要背景光谱先验,应用范围更加广泛,且
在消除未知信号及抑制噪声方面有显著优势[14]。
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然而真实环境中捕获的高光谱数据通常会受到环境

因素的影响(如大气散射、湍流、光照条件、成像噪声

等),与已知的光谱先验不完全一致[15-16],此时只用

光谱库中的光谱作为先验很难得到较好的检测

效果。
针对光谱先验与实际环境中的目标光谱不一致

的情况,本文在CEM 检测的基础上提取相应的目

标与背景光谱,并通过增量学习的形式更新检测器。
该算法不需要重新计算所有样本的自相关矩阵,能
够以很小的计算资源提高检测精度,在星上在轨目

标检测领域有重要的应用价值。

1 约束能量最小化检测算法原理
CEM的目标是从能量的角度压制背景从而提

取目标。为此,HARSANYI设计了一个有限脉冲

响应滤波器[8],通过添加目标光谱先验的输出为

定值的约束,CEM 能抑制背景信息而使目标像素

保持较大的输出,从而有效地分离目标光谱与背

景光谱。
设高光谱图像中所有像元构成的样本集为X=

{x1,x2,…,xN},其中xi=(xi1,xi2,…,xiL)T 为第

i个样本,N 为像元的数目,L 为每一像元的波段

数,d=(d1,d2,…,dL)T 是已知的目标光谱先验,

CEM的目的就是设计一个有限脉冲响应滤波器w
=(w1,w2,…,wL)T,使经过该滤波器后,目标光谱

仍能保持一定大小的输出,而背景光谱得到抑制,因
此滤波器应该满足如下约束:

dTw=∑
L

l=1
dlwl =1 (1)

  对于高光谱图像,其经过滤波器后的平均输出

“能量”可用每个像素的输出值的平方和来表示,具
体可写为

E{y2}=E{(wTx)2}=wTRw (2)
式中:y 为检测的输出;w 为滤波器的系数;R=
1
N ∑

N

i=1
xixT

i( ) 是样本集合S 的样本自相关矩阵。

对滤波器的设计其实就是对系数w 的优化过程,其
可以归结为最小值问题,即

minwwTRw
dTw=1{ (3)

  对于式(3)所示的条件极值问题,可以运用拉格

朗日乘子法对上述问题进行求解,得

wCEM =
R-1d

dTR-1d
(4)

式中:wCEM代表了最佳的滤波器系数。这个系数在

保持已知目标输出不变的情况下有效地抑制了背

景,使重要的目标信号能够被提取。对于任意输入

向量xi,CEM滤波器的输出响应yi 为

yi=wT
CEMxi=

R-1d
dTR-1d
æ

è
ç

ö

ø
÷

T

xi=
dTR-1xi

dTR-1d
(5)

2 基于增量学习的约束能量最小化

检测
约束能量最小化算法的核心思想是使背景光谱

的平均输出能量最小,通过优化,目标与背景的输出

得到了一定程度的区分。然而,单层的CEM 检测

器的检测精度是有限的。
针对上述现象,本文从增量学习的角度出发,将

多层CEM进行级联,保留每一层迭代中对滤波器

响应较大的光谱向量,同时抑制响应较小的光谱向

量,以增加光谱和背景的区分度,并利用Sherman-
Morrison定理,省略了后续级联层中自相关矩阵的

计算,在简化计算复杂度的同时提升了CEM 的检

测精度。其理论推导如下:
设Rk 和Rk-1 为相邻两次迭代的自相关矩阵,

则有

Rk -Rk-1=
1
N ∑

N

i=1

(I(yk-1
i )2xk-1

i xk-1
i

T -xk-1
i xk-1

i
T)( ) (6)

其中,

I(t)=
1-e-λt,t≥0
0, t<0{

  因此,Iyk-1
i( ) 为一个0~1之间的数,它代表

了该光谱与目标光谱间的相似程度,y 值越大,则越

有可能是目标光谱,对于y 值小于0的光谱,经过

非线性抑制后其在下一次的自相关矩阵中的影响已

被完全消去。根据每一次迭代后的输出值可以筛选

出相应的目标光谱dm 与背景光谱um,两者表达式

如下:

dm =xi,ifyi=max(y) (7)

um =
1
α ∑

α

i=1
xi( ) ,ifI(yi)=0 (8)

式中:α为满足条件的光谱个数。
用背景光谱的平均值近似表示被抑制至0的背

景光谱,同时忽略那些未被抑制或抑制不明显的光
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谱,则式(6)可以简化为

Rk -Rk-1=-
α
NumuT

m (9)

  Sherman和 Morrison等提出了通过矩阵分解

求 解 逆 矩 阵 的 一 种 方 法[17]。基 于 Sherman-
Morrison定理,下一次迭代的自相关矩阵的逆矩阵

可以表示为

R-1
k = Rk-1-

α
NumuT

m
æ

è
ç

ö

ø
÷

-1

=

R-1
k-1-

R-1
k-1 -

α
Num

æ

è
ç

ö

ø
÷uT

mR-1
k-1

1+uT
mR-1

k-1 -
α
Num

æ

è
ç

ö

ø
÷

(10)

而新的目标光谱dk 可表示为

dk =
(k-1)dk-1+dm

k
(11)

式中:k为迭代次数。
利用式(10)与式(11),就可以在不重新计算样

本自相关矩阵的前提下完成对检测器的更新,将更

新后的R-1
k+1与dk+1代入式(4),可以得到k+1次迭

代的滤波器系数。循环终止的条件为两次迭代的输

出y收敛,即两次输出能量间的差值小于阈值ε,即
E{(yk)2}-E{(yk-1)2}<ε (12)

  基于增量学习的约束能量最小化算法流程如图

1所示。

3 实验结果及分析
实验环境统一为CPU频率为1.1GHz的PC

机,算法运行在 Matlab2016b上。实验中的超参数

都统一设置为λ=200,ε=10-5。本文方法将与

CEM[10]、SAM[5]、ACE[7]这3种方法进行对比,从
仿真图像、真实图像、算法时间复杂度这3个方面来

验证其有效性。

3.1 仿真高光谱图像实验

本实验所用的仿真高光谱图像是通过美国地质

调查局(USGS)数字光谱库得到的。USGS光谱数

据共包含224个波段,光谱范围是0.4~2.5μm。
该图像中包含15种物质的光谱,两个目标。实验加

入了信噪比为30dB的高斯白噪声以检测算法的鲁

棒性。图2(a)显示了该高光谱仿真图像的第一波

段,图2(b)则为其中目标的真实分布,图2(c)~图

2(f)分别为CEM、SAM、ACE和本文提出的算法,
为了便于比较,4种算法的输出都被归一化到0~1

图1 基于增量学习的约束能量最小化算法流程

Fig.1 FlowchartofCEMbasedonincrementallearning

之间。可以看到CEM和SAM算法检测失败,ACE
算法仍然有很多的虚假目标被检测,而本文方法最

大程度地抑制了背景光谱,降低了虚警率,具有更好

的检测效果。

ROC曲线描述了目标检测中虚警率与检测率

之间的变化关系,当虚警率相同时,算法的检测率越

高则性能越好。图3给出了4种算法的ROC曲线,
可以看到本文的ROC曲线更加靠近左上角,ROC
曲线下的面积最大,因此本文的算法检测性能最好。

3.2 真实高光谱图像实验

真实高光谱图像采用美国圣地亚哥机场的

AVIRIS图像,该图像是采用机载可视/红外成像光

谱仪拍摄,共有224个波段,波段范围 是0.4~
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图2 不同算法在仿真高光谱图像上的检测结果

Fig.2 Detectionresultsofvariousalgorithmsonsimulatedhyperspectralimages

图3 在仿真图像上的ROC曲线

Fig.3 ROCcurvesofvariousalgorithmson
simulatedhyperspectralimages

2.5μm,图像中包含了3个飞机目标。实验中实际

使用其中的189个高信噪比的波段。图4显示了对

真实图像的检测结果,其中,图4(a)为图像的第一

波段,图4(b)为其中目标的真实分布,图4(c)~图

4(f)分别为CEM、SAM、ACE和本文提出的算法,
结果同样被归一化到0~1区间。可以看到SAM
算法检测失败。CEM 虽然在目标处有比较强的响

应,但背景光谱抑制得不干净,有许多背景噪声。

ACE算法过度抑制了噪声光谱从而出现目标丢失

现象,而本文方法能够很好地抑制背景并成功检测

出目标。
图5为4种算法在该真实图像上的ROC曲线。

可以看出,本文算法的曲线拥有最大的曲线下面积,
检测效果最好。

3.3 时间复杂度

运行时间是衡量算法性能的重要方面,尤其在

星上处理时,对算法时间的要求更加迫切。表1显

示了4种算法在仿真图像与真实图像上的运行时

间。由于本文方法是采用CEM 算法进行目标初始

检测,在此基础上通过增量学习得到最终检测结果,
因此本文方法的运算时间可分解为初始检测时间

(CEM算法的时间)和增量学习过程所用的迭代时

间。可以看出,本算法作为CEM 算法的增量学习

版本,在以CEM算法作为初始迭代的情况下,仿真

图像上的耗时仅比CEM算法高出0.015s,实际图

像上的耗时比CEM高出0.047s,同时总用时远低

于其他两种算法。这说明后续几次增量迭代所需的

时间消耗是很低的。增量迭代用矩阵相乘代替自相

关矩阵的求逆,矩阵求逆的复杂度为Ο(L3),而矩

阵乘法的复杂度为Ο(L2)。因此,本文算法的复杂
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图4 不同算法在真实图像上的检测结果

Fig.4 Detectionresultsofvariousalgorithmsonrealhyperspectralimages

图5 在真实图像上的ROC曲线

Fig.5 ROCcurvesofvariousalgorithms
onrealhyperspectralimages

度得到了数量级的减弱,有效减少了计算资源的

消耗。

表1 不同算法的运行时间

Tab.1 Runtimeofdifferentalgorithms s

参数 CEM SAM ACE ICEM(CEM初始检测+增量学习)

仿真图像0.054 0.092 0.340 0.054+0.015(迭代4次)

真实图像0.202 0.576 1.434 0.202+0.057(迭代4次)

4 结论
本文提出了一种基于增量学习的约束能量最

小化算法,利用Sherman-Morrison定理,不需要重

新计算自相关矩阵的逆矩阵即可更新滤波器权

重,有效减少了算法的计算复杂度。此外,通过仿

真高光谱图像与真实高光谱图像的实验,算法的

检测精度较传统高光谱目标检测算法有明显提

升。因此本文算法在精度与速度层面都取得了满

意的效果,有望在星上计算资源有限的条件下得

到实际应用。

参考文献

[1] GREENRO,EASTWOODML,SARTURECM,

etal.Imagingspectroscopyandtheairbornevisible/

infraredimagingspectrometer(AVIRIS)[J].Remote

SensingofEnvironment,1998,65(3):227-248.
[2] 张宁,赵睿,白郁,等.基于集成学习约束能量最小

化的高光谱目标检测算法研究[J].上海航天,2018,

35(1):23-29.
[3] HAOZ,BIN W,ZHANGLM.Anewschemefor

detectionandclassificationofsubpixelspectralsigna-

turesinmultispectraldata[C]//InternationalSympo-

siumonAdvancesinNeuralNetworks-ISNNDBLP.

84



 第36卷2019年第5期 张 宁,等:基于增量学习的高光谱图像目标检测

2004:331-336.
[4] KRUSEFA,LEFKOFFAB,BOARDMANJW,

etal.Thespectralimageprocessingsystem (SIPS)-
interactivevisualizationandanalysisofimagingspec-
trometerdata[J].RemoteSensingofEnvironment,

1993,44(2/3):145-163.
[5] CHANGCI.Aninformation-theoreticapproachto

spectralvariability,similarity,anddiscriminationfor
hyperspectralimageanalysis[J].IEEETransactions
onInformationTheory,2000,46(5):1927-1932.

[6] SOBRINOJA,JIMENEZ-MUNOZJC,ZARCO-
TEJADAPJ,etal.Landsurfacetemperaturederived
fromairbornehyperspectralscannerthermalinfrared
data[J].RemoteSensingofEnvironment,2006,102
(1/2):99-115.

[7] MANOLAKISD,LOCKWOODR,COOLEYT,et
al.Isthereabesthyperspectraldetectionalgorithm
[C]//Algorithmsand Technologiesfor Multispec-
tral,Hyperspectral,andUltraspectralImageryXV.
InternationalSocietyforOpticsandPhotonics,2009,

7334:733402.
[8] HARSANYIJC,CHANGCI.Hyperspectralimage

classificationanddimensionalityreduction:anor-
thogonalsubspaceprojectionapproach[J].IEEE
Transactionson Geoscienceand RemoteSensing,

1994,32(4):779-785.
[9] ZOUZ,SHIZ,WUJ,etal.Quadraticconstrained

energyminimizationforhyperspectraltargetdetection
[C]//IGARSS.2015:4979-4982.

[10] ZOUZ,SHIZ.Hierarchicalsuppressionmethodfor
hyperspectraltargetdetection[J].IEEETransactions
onGeoscienceandRemoteSensing,2016,54(1):

330-342.
[11] ZHANGY,KEW,DUB,etal.Independentenco-

dingjointsparserepresentationandmultitasklearn-
ingforhyperspectraltargetdetection[J].IEEEGeo-
scienceandRemoteSensingLetters,2017,14(11):

1933-1937.
[12] ZHUD,DUB,ZHANGL.Targetdictionarycon-

struction-basedsparserepresentation hyperspectral
targetdetectionmethods[J].IEEEJournalofSelect-
edTopicsinAppliedEarthObservationsandRemote
Sensing,2019,12(4):1254-1264.

[13] YANGS,SHIZ.Hyperspectralimagetargetdetec-
tionimprovementbasedontotalvariation[J].IEEE
TransactionsonImageProcessing,2016,25(5):

2249-2258.
[14] QIAND,HSUANR.PerformanceanalysisforCEM

andOSP [J].TheInternationalSocietyforOptical
Engineering,2002,4725:501-508.

[15] MANOLAKISD,MARDEND,SHAW GA.Hy-

perspectralimageprocessingforautomatictargetde-
tectionapplications[J].LincolnLaboratoryJournal,

2003,14(1):79-116.
[16] WANGT,DUB,ZHANGL.Anautomaticrobust

iterativelyreweightedunstructureddetectorforhy-

perspectralimagery[J].IEEEJournalofSelected
Topicsin AppliedEarth ObservationsandRemote
Sensing,2014,7(6):2367-2382.

[17] SHERMANJ,MORRISON WJ.Adjustmentofan
inversematrixcorrespondingtoachangeinoneele-
mentofagivenmatrix[J].TheAnnalsofMathemati-
calStatistics,1950,21(1):124-127.

(本文编辑:姚麒伟)

94


