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卫星遥测数据短时CEEMDAN⁃PSO⁃ELM

预测模型

朱昶文，党建成，周 军

（上海卫星工程研究所，上海 201109）

摘 要 : 针对卫星遥测数据变化类型众多而导致传统预测模型难以准确预测的问题，提出一种基于自适应噪

声完整集成经验模态分解（CEEMDAN）-粒子群（PSO）-极限学习机（ELM）的组合预测模型。首先对遥测序列进

行 CEEMDAN分解，以降低序列的非线性；然后利用 PSO对 ELM预测模型的输入权值和隐含层偏差进行优化；最

后利用 PSO-ELM预测模型分别预测分解后的序列，依次相加得到最终预测结果。将其应用在某在轨卫星实测数

据中，与传统的预测模型比较。结果表明：该方法在平均绝对误差、平均绝对百分误差、均方根误差、标准均方误差

指标上均最小，在曲线拐点处与真实数据最为接近。证明该模型能实现准确预测的功能。
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CEEMDAN-PSO-ELM Prediction Model for Satellite Short⁃Term Telemetry Data

ZHU Changwen，DANG Jiancheng，ZHOU Jun
（Shanghai Institute of Satellite Engineering，Shanghai 201109，China）

Abstract: Aiming at the problem that the traditional prediction model is difficult to predict accurately due to the
many change types of satellite telemetry data，a combined prediction model is developed based on complete ensemble
empirical mode decomposition with adaptive noise（CEEMDAN）-particle swarm optimization（PSO）-extreme
learning machine（ELM）. First，the CEEMDAN decomposition of the telemetry sequence is performed to reduce the
nonlinearity of the sequence. Then PSO algorithm is used to optimize the input weight and hidden layer deviation of the
ELM prediction model. Finally， PSO-ELM prediction model is used to predict the decomposed sequences
respectively，and the final prediction result is obtained by adding the result of each sequence. The proposed model is
applied to the measured data of a satellite in orbit. Compared with the traditional prediction methods，the results show
that the method can achieve the minimum errors including Mean Absolute Error，Mean Absolute Percentage Error，
Root Mean Square Error and Normalized Mean Square Error，and the value is closest to real data at the inflection point
of the curve. It is proved that the model can achieve accurate prediction.

Key words: satellite telemetry sequences；compete ensemble empirical mode decomposition with adaptive noise
（CEEMDAN）；particle swarm optimization（PSO）；extreme learning machine（ELM）

0 引言
卫星在轨运行时，各个分系统传下的大量遥测

数据是判断卫星运行状态是否正常的重要依据，也

是进行卫星故障预测的重要前提。如何利用卫星

的遥测数据进行精确预测，是航天器故障预测和健

康管理（Prognosticand Health Management，PHM）

的关键技术之一［1~2］。

目前，预测技术在航天领域已有一些研究。文

献［3］基于灰色预测模型，利用相似性原理和新陈

代谢原理，建立卫星遥测数据的新息灰预测模型，
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但该方法对于变化较剧烈的遥测序列，误差较大。

文献［4］提出一种动态 ARMA建模方法，该方法根

据所建立的适应度进行序列分割，不断更新模型，

实现动态ARMA预测，但该方法在序列中拐点预测

误差较大。文献［5］提出一种基于 PSO-SVR的卫

星姿态预测模型，利用 PSO算法优化 SVR模型，并

应用在某卫星关键参数偏航角预测中，SVR模型虽

具有良好的非线性拟合能力，但精度依赖于参数是

否准确。文献［6］提出根据遥测数据特征采用基于

X-11的数据分解算法进行分解，再利用不同的预测

算法分别进行预测。

目前卫星遥测预测的研究存在对非线性遥测

参数预测准确度不够或对参数配置要求高的特点，

因此，本文采用自适应白噪声的完整聚合经验模态

分解（Compete Ensemble Empirical Mode Decompo⁃
sition with Adaptive Noise，CEEMDAN）算法强大

的序列分解能力，减弱遥测序列的非线性、非稳定

特性。在极限学习机（ELM）参数配置少、学习速度

快、泛化性能好的基础上，利用粒子群优化（PSO）
算法优化极限学习机的输入权值矩阵和隐含层偏

差，减少 ELM算法随机性所造成的偏差。本文提

出一种基于 CEEMDAN-PSO-ELM组合预测模型，

以提高卫星遥测序列短时预测精度。

1 CEEMDAN方法
EMD是美国国家航空航天局（NASA）黄愕等

在 1998年提出的信号分析方法［7］，该方法能把任意

信 号 分 解 成 若 干 固 有 模 态 分 量（Intrinsic Mode
Functions，IMF），克服了小波变换选取小波基和难

以分解尺度的问题。每个 IMF需满足 2个条件：1）
极值点个数与穿 0点个数相等或相差 1个；2）由所

有极大值点形成包络和由所有极小值点形成包络

均值为 0。但是每个 IMF中可能会存在不同程度的

模态混叠现象，对预测造成不利的影响。TORRES
等［8］在 HUANG 等 的 研 究 基 础 上 提 出 了 CEEM⁃
DAN算法。该方法在每一次分解中都添加自适应的

白噪声平滑脉冲干扰，可有效解决模态混叠现象，使

数据分解更加完整。使用 CEEMDAN算法对卫星

遥测数据进行分解，可实现该数据的平稳化，对后续

的高精度、高适应度预测起到非常重要的作用。

CEEMDAN算法分解的具体处理步骤如下：

步骤 1 对给定遥测数据 x ( n )上添加不同幅值

的标准正态分布的白噪声 wi ( n )，γ为白噪声的幅

度，第 i次的数据序列为

xi ( n )= x ( n )+ γwi ( n ) （1）
步骤 2 应用 EMD方法分解目标遥测数据，获

取第 1个模态分量取均值：

IMF1 ( n )=
1
I ∑i= 1

I

IMF i
1 ( n ) （2）

余量表示为

r1 ( n )= x ( n )- IMF1 ( n ) （3）
步骤 3 定义 Ek ( ⋅ )为遥测数据进行 EMD分解

操 作 后 的 第 k 个 IMF 分 量 ，对 序 列 r1 ( n )+
γ1E 1 (wi ( n ) )分解，得到这一部分的 IMF分量为

IMF2 ( n )=
1
I ∑i= 1

I

E 1{ }r1 ( n )+ γ1E 1 [ wi ( n ) ] （4）

第 2个剩余分量为

r2 ( n )= r1 ( n )- IMF2 ( n ) （5）
步骤 4 如此类推第 k个剩余分量

rk ( n )= rk- 1 ( n )- IMF k ( n ) （6）
第 k+ 1个 IMF分量为

IMF k+ 1 ( n )=
1
I ∑i= 1

I

E 1{ }rk ( n )+ γk Ek [ wi ( n ) ] （7）

步骤 5 一直重复步骤 4，直至剩余分量无法符

合 EMD分解条件或迭代终止。最终，遥测数据被

分解为

x ( n )= ∑
k= 1

k

IMF k ( n )+ R ( n ) （8）

式中：R ( n )为剩余分量。

2 粒子群优化 ELM算法

2.1 极限学习机相关概念

极限学习机（ELM）作为单隐层前馈神经网络，

由黄广斌教授在 2004年提出［9］。作为一个单隐层

前馈神经网络，输入权值和隐藏层偏差是随机产生

的，输出权值是通过分析计算得到的。极限学习机

的算法结构简单，学习速度快，并具有良好的全局

搜索能力以及优秀的泛化性能。该算法随机产生

输入层和输出层之间的权值和阈值，且在训练过程

中无需调整，只要设置隐含层神经元个数，便可以

获得预测误差最小的唯一解［10］。

ELM预测算法的步骤如下：

步骤 1 输入。具有 Q个样本的遥测训练集输
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入矩阵 X in和输出矩阵 X out，

X in =
é

ë

ê
ê
êê

ù

û

ú
ú
úú

xm+ 1
⋮
xn+ 1

，X out= [x1 x2 ⋯xQ ]
1× Q

隐 含 层 神 经 元 的 激 活 函 数 g ( x )，本 文 用

Log-Sigmoid函数。

步骤 2 权值与阈值计算。随机生成输入层与

隐含层的连接权重 ω和隐含层神经元的阈值 b。计

算神经网络的隐含层输出矩阵H，具体形式为

H (ω 1，ω 2，⋯，ωl，b1，b2，⋯，bl，x1，x2，⋯，xQ )=
é

ë

ê

ê

ê
ê
êê
ê

ê
ù

û

ú

ú

ú
ú
úú
ú

ú
g (w 1 x 1 + b1 ) g (w 2 x 1 + b2 ) ⋯ g (wl x 1 + bl )
g (w 1 x2 + b1 ) g (w 2 x2 + b2 ) ⋯ g (wl x2 + bl )

⋮ ⋮ ⋮ ⋮
g (w 1 xQ+ b1 ) g (w 2 xQ+ b2 ) ⋯ g (wl xQ+ bl )

Q× l

隐含层与输出层的连接权值为

β= H +T Τ

式中：H +为隐含层输出矩阵H的摩尔 -彭罗斯广义

逆矩阵；T =[ t1，t2，⋯，tQ ] m× Q，

t j=

é
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ê

ê

ê

ê

ê

ê

ê

ê
êêê
ê

ê

ê

ù

û

ú

ú

ú

ú

ú

ú

ú

ú
úúú
ú

ú

ú

∑
i= 1

l

β i1 g (wi xj+ bi )

∑
i= 1

l

β i2 g (wi xj+ bi )

⋮

∑
i= 1

l

β im g (wi xj+ bi )
m× 1

步骤 3 输出。根据测试样本集 Y和输出权值

β，计算出测试样本集的预测值。

2.2 粒子群优化极限学习机

由于 ELM初始输入权值和隐含层偏差是随机

确定的，训练精度和时间都会受随机性影响，采用

粒子群优化（Particle Swarm Optimization，PSO）算

法对 ELM初始权值和阈值进行优化［11］。PSO算法

将搜索空间比作在群鸟觅食模型中，每个个体都可

以看成一个粒子，鸟群可被看成一个粒子群。假设

在一个目标搜索空间中，有 m个粒子组成一个群

体，第 i个粒子位置表示为 Xi=( x 1i，x2i，⋅ ⋅ ⋅，xDi )，该粒

子在 D维空间的位置就是 Xi。每个粒子的位置就

是一个潜在解，将 Xi 代入目标函数可计算其适应

度，根据适应度的大小衡量其优劣。粒子个体经历

的最好位置为 Pi=( p1i，p2i，⋅ ⋅ ⋅，pDi )，整个群体所有粒

子经历的最好位置为 Pg=( p1g，p2g，⋅ ⋅ ⋅，pDg )。粒子 i的

速度记为 Vi=( v1i，v2i，⋅ ⋅ ⋅，vDi )。采用如下公式对粒

子所在位置不断更新：

vdi = ωvdi + c1 r1 ( pdi - xdi )+ c2 r2 ( pdg- xdi ) （9）
xdi = xdi + αvdi （10）

式中：i= 1，2，⋅ ⋅ ⋅，m；d= 1，2，⋅ ⋅ ⋅，D；ω为非负数，称

为惯性因子；加速常数 c1和 c2为非负常数；r1和 r2为

［0，1］范围变换的随机数；α称为约束因子，用来控

制速度。

PSO优化 ELM预测模型的流程如图 1所示。

3 CEEMDAN ⁃PSO ⁃ELM 预 测 模 型

搭建

3.1 遥测序列预处理

首先对遥测序列进行野值剔除，由于篇幅有

限，本文不展开描述。通过对历史卫星遥测数据观

察得知，卫星遥测序列连续帧数据是在小范围内波

动变化，若直接利用，不仅造成数据过于冗余，还不

利于预测。所以本文对遥测序列等时间间隔 τ取均

值，不仅可以压缩数据，而且能进一步减少残留野

值的影响的作用。

图 1 PSO-ELM 优化流程

Fig.1 PSO-ELM optimization process
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对 经 过 CEEMDAN 分 解 后 的 遥 测 序 列

{ x 1，x2，⋅ ⋅ ⋅，xn } 进 行 相 空 间 转 化 ，得 到 样 本 如 下

所示：

X =
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êê
ê

ù
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ú

ú
úú
ú

x1 x2 ⋯ xm
x2 x3 ⋯ xm+ 1
⋮ ⋮ ⋮ ⋮
xn- m+ 1 xn- m+ 2 ⋯ xn

，Y =
é

ë

ê
ê
êê

ù

û

ú
ú
úú

xm+ 1
⋮
xn+ 1

对上述矩阵求转置，选取一部分作为训练样本

的输入输出，另一部分作为测试样本的输入输出。

m为极限学习机输入层的神经元个数，隐含层神经

元根据样本的个数来确定，输出为一个神经元，即

进行单步预测。后续可以使用预测值替换测试集

中陈旧数据，依次循环，以实现遥测序列的不断

预测。

3.2 模型搭建

结合 CEEMDAN强大的数据分解能力与 PSO-

ELM优秀的全局搜索能力，以及良好的泛化性能，

本文提出 CEEMDAN-PSO-ELM预测模型［12-13］，并

应用在卫星遥测数据预测中，流程如图 2所示。

使用 CEEMDAN 把波动较强的卫星遥测序

列，分解为相对平坦的序列组，利用经过 PSO算法

优化的 ELM预测模型分别进行预测，最后叠加得

到遥测序列的预测结果。

3.3 评价指标

通过以下指标评价预测模型的预测精度和拟

合效果。

1) 平均绝对误差（MeanAbsoluteError，MAE）

MMAE=
1
n∑i= 1

n

|| y ιi- yi （11）

反映预测值误差的实际情况。式中：y ιi 为预测的序

列；yi为实际的序列。

2) 平均绝对百分比误差（Mean Absolute Per⁃
centage Error，MAPE）

MMAPE=
1
n∑i= 1

n | y ιi- yi
yi |× 100% （12）

反映被测量数据整体的可信度。

3) 均 方 根 误 差（Root Mean Square Error，
RMSE）

RRMSE =
∑
i= 1

n

( y ιi- yi )2

n
（13）

反映测量的精密度。

4) 标准均方误差（Normalized Mean Square
Error，NMSE）

NNMSE=
1
Δ2n∑i= 1

n

( yi- y ιi )2 （14）

Δ2 = 1
n- 1 ∑i= 1

n

( yi- y ιi )2 （15）

反映偏差和测量数据震荡强度关系。

4 基于 CEEMDAN ⁃PSO ⁃ELM 的卫

星遥测预测模型实验与分析
所有算法在 Matlab R2014b软件中编程实现。

使用某高轨卫星的长光照期电池电压遥测数据和

地影期间电池电压遥测数据进行预测精度对比

实验。

4.1 电池电压预测结果与分析

为了验证本文算法对卫星遥测预测的有效性，

比较神经网络预测算法中常使用的 Elman预测算

图 2 CEEMDAN-PSO-ELM 预测流程

Fig.2 CEEMDAN-PSO-ELM prediction process
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法、ELM预测算法及 PSO-ELM预测算法，并选用

MAE、MAPE、RMSE、NMSE指标评价算法性能。

4.1.1 长光照期预测结果与分析

该期间遥测数据的变化情况如图 3所示。由图

可见，在此期间遥测变化规律性较强，预测难度不

大。选择前 365个数据作为训练样本，后 121个数

据作为测试样本。

利用 CEEMDAN算法对前 365个遥测进行分

解，分解时添加 500组标准差为 0.2的白噪声信号，

如图 4所示。由图可见，每个 IMF中基本上没有模

态混叠现象。

采用滑动单步预测，滑动窗口设为 6，预测结果

比对如图 5所示，与其他预测模型相比，CEEM⁃
DAN-PSO-ELM预测模型结果与真实值最接近，

Elman模型、ELM模型和 PSO-ELM模型都在拐点

处与真实值有不同程度的偏差，而 CEEMDAN-

PSO-ELM预测模型在拐点处与真实值基本一致。

预测性能评价指标见表 1，CEEMDAN-PSO-

ELM预测算法在 MAE、MAPE、RMSE、NMSE评

价指标上都表现最好，PSO-ELM预测算法次之，

ELM预测算法相对较差。

4.1.2 阴影期预测结果与分析

该期间遥测数据的变化情况如图 6所示。由图

可见，在此期间遥测周期变短，同时受地影期的时

图 3 长光照期电池电压遥测曲线

Fig.3 Battery voltage telemetry curve during long-light

period

图 4 长光照期电池电压 CEEMDAN分解图

Fig.4 Battery voltage CEEMDAN decomposition diagram during long-light period
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间长短影响，遥测曲线呈现出不规律的变化，难以

预测。选择前 479个数据作为训练样本，后 160个
数据作为测试样本。

利用 CEEMDAN算法对 479个数据进行分解，

分解时添加 500组标准差为 0.2的白噪声信号，如

图 7所示。由图可见，经过分解后每个 IMF都呈现

出了规律性，此时预测相对容易。

采用滑动单步预测，滑动窗口设为 6，预测结果

如图 8所示。图 8（a）和图 8（b）中可以看出，ELM预

测法与实际值产生很大的偏差，Elman预测法相对

偏差较小，但也无法准确预测。图 8（c）和图 8（d）中

可以看出，PSO-ELM预测法相比 ELM预测法偏差

小了很多，但依然在曲线最低点处有很大的偏差，

而 CEEMDAN-PSO-ELM预测法基本与真实数据

一致，达到很好的预测效果，而且设计人员最关心

的是地影期间电池电压的放电深度等问题，所以精

确地遥测预测对故障预测起到至关重要的作用。

预测性能评价指标见表 1，CEEMDAN-PSO-

ELM预测算法在 MAE、MAPE、RMSE、NMSE评

价指标上都表现最好，PSO-ELM预测算法次之，

ELM预测算法相对较差。

图 5 长光照期电池电压预测结果比对

Fig.5 Comparison of battery voltage prediction results during long-light period

图 6 地影期电池电压遥测曲线

Fig.6 Battery voltage telemetry curve during ground

shadow
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图 7 地影期电池电压 CEEMDAN分解图

Fig.7 Battery voltage CEEMDAN decomposition diagram during ground shadow

图 8 预测结果比对

Fig.8 Comparison of prediction results
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5 结束语
本文基于在轨卫星历史遥测数据，提出了一种

CEEMDAN-PSO-ELM预测模型，利用某高轨卫星

的长光照期间遥测数据和地影期间遥测数据进行

模型验证比对实验。实验结论如下：1）与其他预测

模型相比，该方法与真实值最为接近，在平均绝对

百分比误差、均方根误差、标准均方误差等指标上

均最小。2）与其他预测模型相比，该方法在拐点处

预测优势明显，且该算法对遥测变化规律性要求不

高，可扩展至其他遥测变化类型预测中。如何选用

合适的遥测参数进行预测，并结合一些异常检测的

方法从预测的结果中发现异常，实现故障预测是今

后的课题。同时，如何实现卫星遥测数据在线预测

也是未来重要的研究方向。
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表 1 预测性能对比

Tab.1 Prediction performance comparison

算法

Elman
ELM
PSO⁃ELM
CEEMDAN⁃PSO⁃ELM

MAE
0.223 6
0.457 8
0.154 9
0.039 5

MAPE
0.63%
1.28%
0.45%
0.11%

RMSE
0.344 5
0.605 7
0.278 5
0.053 7

NMSE
0.485 9
1.501 9
0.317 5
0.011 8
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