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基于多尺度CNN模型的多时相 PolSAR图像
作物分类
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摘 要: 农作物分类是偏振合成孔径雷达（PolSAR）数据的重要应用之一。由于单时相 PolSAR数据获取的信

息有限，因此，采用多时相 PolSAR数据，其含有农作物生长周期更丰富的特征信息。针对多时相 PolSAR数据在极

化特征分解时造成的“维数灾难”问题，提出了一种非负性约束稀疏自编码器（NC-SAE）的特征压缩方法，用于对分

解后的特征数据进行压缩，以获得分类所需的有效特征。此外，构建了一种多尺度特征分类网络（MSFCN），该网络

可以提高农作物的分类性能，且优于目前传统的卷积神经网络和支持向量机方法。通过使用欧空局提供的数据进

行仿真实验，对分类结果进行性能评估，并与传统方法比较。实验结果表明：所提的方法具有很好的农业应用前景。
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Multi-scale CNN Model for Crop Classification with Multi-temporal Fully

PolSAR Images
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Abstract: Crop classification is one of the most significant applications of polarimetric synthetic aperture radar
（PolSAR）data. Owing to the limited information obtained by single-temporal PolSAR data，multi-temporal data are
used in this paper to further provide ample information within various crop growing stages. However，the polarization
scattering decomposition of multi-temporal PolSAR data easily causes“dimension disaster”. In view of this，a neural
network of sparse auto-encoder with non-negativity constraints（NC-SAE）is proposed to compress the data，yielding
efficient features for accurate classification. A novel classifier of multi-scale feature classification network（MSFCN）is
constructed to improve the classification performance，which is proved to be superior to the popular classifiers of
convolutional neural networks（CNN）and supper vector machine（SVM）. The performances of the proposed method
are evaluated and compared with the traditional methods by using the simulated Sentinel-1 data provided by European
Space Agency（ESA）. The classification results indicate that the proposed method has a good prospect for agricultural
applications.

Key words: crop classification；polarimetric synthetic aperture radar（PolSAR）；data compression； auto-

encoder；multi-scale feature classification network（MSFCN）

0 引言
农作物分类在农业遥感监测中起着重要的作

用，是进一步监测农作物生长及产量的前提［1-4］。因

此，农作物分类对于指导农业生产、合理分配农业

资源、保障国家粮食安全具有重要意义［5-7］。

随着遥感技术及其理论的不断进步和发展，已

广泛应用于农作物普查、生长监测、产量预测和灾

害 评 估 等 农 业 领 域［8-10］。 偏 振 合 成 孔 径 雷 达
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（Polarimatric Synthetic Aperture Radar，PolSAR）作

为微波遥感系统中一种主动遥感技术，具有其他遥

感技术无法比拟的优势，其工作条件不受天气和气

候限制［11］。近年来，农作物分类研究大多采用单时

相 PolSAR数据，然而，由于不同农作物间相同的长

势状况，单一时相的 PolSAR图像很难识别出不同

的农作物类别，尤其是在播种时期［12-13］。因此，有必

要采集多时相 PolSAR数据用于农作物分类，从而

提高分类精度。

由于对多时相全极化 PolSAR数据进行极化特

征分解后的数据直接分类会出现所谓的“维数灾难”

问题，因此，对多时相数据极化分解后的特征进行降

维成为一项重要的工作。主成分分析法（Principle
Component Analysis，PCA）［14-15］和局部线性嵌入法

（Locally Linear Embedded，LLE）［16-17］是解决“维数

灾难”问题常用的特征压缩方法。PCA是一个线性

的数据处理方法，但实际工程中大多数问题都是非

线性的；LLE可以自动从高维数据中提取非线性的

低维特征，但对异常值非常敏感。近年来，随着深度

学习的发展，出现了一些成熟的神经网络结构（如自

编码器［18-19］、稀疏自编码器［20-21］），在特征压缩和图像

分类方面都具有良好的性能。然而，稀疏自编码器

的稀疏性在提取有效分类特征时并没有得到充分的

利用，并且常见的传统卷积神经网络（Convolutional
Neural Networks，CNN）［22-23］和支持向量机（Supper
Vector Machine，SVM）分类器［24-25］在分类时也不能

获取到压缩特征的多尺度信息。基于上述缺点，农

作物分类性能不能达到实际应用水平。

为了利用多时相 PolSAR数据对农作物进行分

类并且解决“维数灾难”的问题，首先采用了一种非

负性约束稀疏自编码器（Sparse Auto-Encoder with
Non-negativity Constraints，NC-SAE）网络进行特

征降维，提取有效的极化特征信息。然后，构建了

一 个 多 尺 度 特 征 分 类 网 络（Multi-scale Feature
Classification Network，MSFCN）实现农作物的分

类识别，大幅提高了农作物的分类精度。

1 方法

1.1 PolSAR数据结构

全极化合成孔径雷达用于接收目标的后向散射

信号，以HH、HV、VH和VV这 4种组合方式测量幅

值和相位，其中H为水平模式，V为垂直模式。采集

的每个像素的散射信息用一个 2×2的复矩阵 S表

示，这些复数关系到入射电场和散射电场：

S= é
ë
êêêê ù

û
úúúúSHH SHV

SVH SVV
（1）

式中：SVH为垂直发射和水平接收的极化散射因子，

同理可定义式中其他参数。

通过对散射矩阵矢量化可以得到目标特征向

量，由于 PolSAR数据是复对称数据，符合后向散射

互易定理，可以将 SHV近似等于 SVH，因此，偏振散射

矩阵可以重写为 Lexicographic散射向量：

h= [SHH 2 SHV SVV ] T （2）

SHV前的尺度因子 2 的目的是保证跨度计算的

一致性。由此计算的偏振协方差矩阵C表示如下：
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（3）

式中：上标*为复数的共轭。

1.2 非负性约束稀疏自编码器（NC-SAE）

NC-SAE是在自编码器的基础上发展而来，是

数据表征的无监督学习算法，其目的是使输出值尽

可能接近输入值。单层自编码器网络的基本结构

由 3部分组成：编码器、激活层、解码器。自编码器

网络采用最速下降法进行网络训练，最终实现目标

函数的最小化，其目标函数为输入与输出之间的重

构误差，表示如下：

Jmse =
1
2Q∑q= 1

Q

∑
i= 1

n

[ ]xi ( q )- zi ( q )
2

（4）

式中：Q为训练样本数；x ( q )为第 q个样本的输入数

据；z ( q )为第 q个样本的重构输出。

NC-SAE是在自编码器的目标函数上增加 2个
约束项进行实现。第一个约束项为稀疏约束：

Ω s =∑
i= 1

m

ρ log ( ρρ̄i )+(1- ρ ) log ( )1- ρ
1- ρ̄ i

（5）

该约束使网络训练过程具有较快的收敛速

度［19］。稀疏约束项的目的是通过限制隐藏层的激

活神经元个数来增加网络的稀疏性，通常使用 KL
（Kullback-Leibler）散度函数表示。

可以看出：当 ρ（稀疏参数）和 ρ̄（平均激活值）趋

于相等时，Ω s 趋于 0；当两者相差越大时，Ω s 较大。
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第 2个约束项为非负性约束，其有利于避免网络训

练过程中的过拟合现象，计算式如下：

Φw=
1
2 ∑l= 1

L

∑
j= 1

m

∑
i= 1

n

[ ϕ (w ( l )
ji ) ] （6）

ϕ (w ( l )
ji )=

ì
í
î

(w ( l )
ji )2，wji< 0

0，wji≥ 0
（7）

式中：w为权值；l为层数。

综上所述，NC-SAE的目标函数表示如下：

E= Jmse + αΦw+ βΩ s （8）
式中：α为非负性约束项的系数；β为稀疏约束项的

系数。

采用最速下降法更新式（8）目标函数中的权重

和偏置，计算式如下：

w ( k+ 1 )= w ( k )- η
∂E
∂w ( k )

b ( k+ 1 )= b ( k )- η
∂E
∂b ( k )

（9）

式中：k为迭代次数；η为学习率。

采用误差反向传播算法计算式（9）中的偏导数。

在解码过程时，目标函数对权值的偏导数为

∂E
∂w ( 2 )

ij

= ∂Jmse
∂w ( 2 )

ij

+ α
∂Φw

∂w ( 2 )
ij

+ β
∂Ω s
∂w ( 2 )

ij
（10）

为了阐明偏导数的计算过程，将神经元误差 δ
定义为目标函数对每个神经元权值的导数 ，即

δ≜ ∂E ∂a，使用链式法则求解 δ ( 2 )i 如下：

δ ( 2 )i =
∂Jmse
∂zi

∂zi
∂a ( 2 )i

=

1
Q∑q= 1

Q

[ zi ( q )- xi ( q ) ] f ′[ a ( 2 )i ( q ) ] （11）

式中：f ′(⋅)为 f (⋅)的偏导数。

f (⋅)是一个 sigmoid函数，一般选取 logsig函数，

如下所示：

f ( x )= 1
1+ e-x （12）

相似地，编码过程的神经元误差 δ ( 1 )i 可计算如下：

δ ( 1 )i =∑
j= 1

n ∂Jmse
∂a ( 2 )j

∂a ( 2 )j
∂yi

∂yi
∂a ( 1 )i

+ β
∂Ω s
∂yi

∂yi
∂a ( 1 )i

=

f ′( a ( 1 )i ) ∑
j= 1

n

δ ( 2 )j w ( 2 )
ji +

β
Q∑q= 1

Q

f ′[ a ( 1 )i ( q ) ] ( 1- ρ
1- ρ̄ i

- ρ
ρ̄i )

i= 1，2，...，m （13）
此时，式（10）可表示为

∂E
∂w ( 2 )

ij

= δ ( 2 )i y j+ αr (w ( 2 )
ij ) （14）

然后，对编码过程的偏导数求解如下：

∂E
∂w ( 1 )

ij

= δ ( 1 )i x j+ αr (w ( 1 )
ij ) （15）

编码过程和解码过程目标函数对偏置的导数

计算如下：

∂E
∂b( l )

= δ ( l )，l= 1，2 （16）

1.3 多尺度特征分类网络

提出的MSFCN的网络结构如图 1所示，其主

要包括 3个部分：多尺度特征提取、特征融合、分类。

首先，利用卷积层中多个不同大小的卷积核提取不

同尺度的特征信息；然后，将获取的不同尺度的特

征信息使用 concat层进行融合作为分类层的输入数

据；最后，采用 softmax层进行分类。因此，MSFCN
不仅利用卷积层中的不同卷积核提取多尺度特征

信息，而且可以捕捉到特征图之间的细微差别。

图 1 多尺度特征分类网络结构

Fig. 1 Architecture of MSFCN
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2 实验及结果

2.1 实验数据介绍

使用的实验数据由欧洲航天局提供，主要用于

评估所提方法的分类性能。实验区域位于加拿大萨

斯克切温省东南部的 Indian Head小镇，是一个约为

14 km×19 km的矩形区域。该区域共包含 14种不

同类型的农作物和一个“非农作物”类别，“非农作

物”类别可能是城镇、道路或天然植被区等非农作物

地物。实验区域各农作物数据的具体信息见表 1。

实验所用的 PolSAR数据是利用欧空局发射的

Radarsar-2卫星采集的真实数据，通过模拟还未发

射的 Sentinel-1系统参数而生成的仿真数据。数据

采集时间分别是 2009年 4月 21日、5月 15日、6月 8
日、7月 2日、7月 26日、8月 19日和 9月 12日，这 7个
时间段的 PolSAR数据几乎涵盖了实验区域所有农

作物的从播种到收割的整个生长周期。对单个时

相的 PolSAR数据使用极化特征分解方法进行特征

分解，可以获得 36维特征。因此，7个时相的 Pol⁃
SAR数据一共可以获得 252维特征信息。

2.2 分类结果评估参数

为了对分类结果进行精确的评估与分析，使用

整体分类精度（Overall Accuracy，OA）和Kappa系数

进行结果对比。其中，整体分类精度OA表示正确分

类的样本数与样本总数之比，具体计算式如下：

OA= M
N

（17）

式中：M 为分类正确的样本数；N 为所有样本的

总数。

Kappa系数：常见计算分类精度的算法，来源

于一致性检验，用于评价分类算法的分类性能，它

是衡量预测输出与地面真实值一致性的标准，有

效避免了因某一类目标地物分类精度高而导致整

体分类精度高，进而误以为模型分类效果好的情

况。整体分类精度仅涉及正确预测的样本数，与

之不同的是，Kappa系数考虑了位于混淆矩阵非对

角线上的各种缺失和误分类样本，其计算式如下：

kKappa =
OA- P
1- P

，P= 1
N 2 ∑

i

K

Z i：Z：i （18）

式中：OA为整体分类精度；N为待分类目标的样本

总数；K为待分类目标的类别数；Z为分类算法的混

淆矩阵；Z i：为混淆矩阵第 i行所有列的值之和；

Z：i为混淆矩阵第 i列所有行的值之和。

2.3 实验结果及分析

本文对提出的特征降维方法、分类网络与传统

的降维方法和分类方法进行了比较分析。首先利

用所提的 NC-SAE以及传统的 LLE、PCA、S-SAE
等特征降维方法，对极化分解后的 252维特征进行

降维，从而获得 9维特征；然后将降维后的 9维特征

分别输入 SVM、CNN和MSFCN分类器进行分类，

每个分类器的训练样本选择总样本的 1%。

不同分类器的分类结果和误差如图 2所示。对

于 CNN和MSFCN分类网络，其输入样本尺寸也会

影响农作物的分类性能，因此，对不同输入样本大小

下的分类结果也进行了比较，整个实验结果见表 2。
结合图 2和表 2中的分类结果，得出如下结论：

1）与传统的 LLE、PCA降维方法相比，使用

NC-SAE和 S-SAE降维方法获取的特征信息进行分

类的农作物总体分类精度提高了 6% 以上，虽然

NC-SAE和 S-SAE的分类精度几乎相同，但是这 2个
自编码器的网络结构不同。提出的NC-SAE是一个

单层网络，而 S-SAE是将 3个自编码器依次连接而成

的三层网络，因此，NC-SAE的计算复杂度更低。

表 1 研究区农作物类型及其信息统计

Tab. 1 Information statistics of crops in the study area

农作物类型

未知类型

小扁豆

秋小麦

春小麦

豌豆

燕麦

油菜

青草

混合牧草

混合干草

大麦

夏季休耕

亚麻

金丝雀草籽

施肥休耕

总计

英文缩写

Unk
Len
Duw
Spw
Fip
Oat
Can
Gra
Mip
Mih
Bar
Suf
Fla
Cas
Chf
—

像素数量

1 323 612
217 186
101 299
577 109
255 108
70 643
459 096
23 452
15 799
28 756
108 133
22 445
131 296
47 202
2 682

3 383 818

种植面积/hm2

13 236
2 172
1 013
5 771
2 551
706
4 591
235
158
288
1 081
224
1 313
472
27

33 838

占比/%
39.12
6.42
2.99
17.05
7.54
2.09
13.57
0.69
0.47
0.85
3.20
0.66
3.88
1.39
0.08

100.00
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2）比较不同分类器的分类性能，由图 2可以清

楚地看出 MSFCN的分类效果比其他分类网络更

好。同时，由表 2可以得出，MSFCN网络的整体分

类精度OA比 SVM和 CNN分别高 21%和 12%。

3）CNN和MSFCN网络的输入大小对分类性

能也有一定的影响，增大输入大小可以显著提高农

作物的分类精度。通过实验证明，建议在实际应用

中选择中等大小尺寸 35×35。

4）分析农作物分类的整个实验过程，通过对比

表 2 中 的 结 果 可 以 得 出 ，所 提 出 的 NC-SAE 与

MSFCN结合的方法可以获得最好的分类性能。

3 结束语
本文构建了一种新的MSFCN用于完成对多时

相 PolSAR数据的分类。为了解决维数灾难问题，提

出了一种改进的自编码器 NC-SAE，用于对多时相

PolSAR数据的极化散射特征降维。与此同时，利用

欧空局提供的 Sentinel-1系统模拟多时相 PolSAR数

据和实验区域的地面真实值对所提方法进行分类性

能评估。与传统的分类方法 SVM和 CNN相比，最

终分类结果表明：对于多时相 PolSAR数据的农作物

分类，所提方法MSFCN网络的分类性能最优。

此外，对于提出的多时相 PolSAR数据农作物

分类方法，还可以进行进一步的研究。首先，对于

NC-SAE的超参数，直接使用 S-SAE方法的经验

值，但不一定是 NC-SAE方法在特征降维时的最优

值，因此，NC-SAE最优值的选取值得后续继续研

究；其次，使用了 2个阶段（特征压缩和作物分类）实

现对多时相农作物数据的分类，对此也可以进行优

化，研究出更简便的方法，即使用一个独立网络实

现多时相 PolSAR数据的农作物分类，将进一步简

化分类过程，减少计算量。

图 2 不同分类器的分类结果和误差

Fig. 2 Classification results by different classifiers

表 2 不同方法的分类精度统计

Tab. 2 Classification accuracy of different methods

方法

LLE+SVM
S⁃SAE+SVM

PCA+CNN

S⁃SAE+CNN

S⁃SAE+MSFCN

NC⁃SAE+CNN

NC⁃SAE+MSFCN

输入样本大小

—

—

15×15
35×35
15×15
35×35
15×15
35×35
15×15
35×35
15×15
35×35

分类精度

OA/%
65.51
78.48
87.92
96.10
94.24
98.25
96.11
99.06
94.23
97.91
95.21
99.33

Kappa/%
55.48
72.92
85.23
95.30
93.03
97.90
95.32
98.87
93.05
97.48
94.21
99.19
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